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Résumé

Dans cette communication, nous présentons un algorithme
de détection de véhicules par vision monoculaire embar-
quée. Celui-ci utilise un schéma en cascade similaire à ce-
lui proposé par Viola et Jones en 2001[23]. Trois types de
descripteurs sont présentés : les filtres rectangulaires (des-
cripteurs de Haar), les histogrammes de gradient orienté
(Histograms of Gradients, HoG) et, finalement la fusion,
une concaténation des deux descripteurs précédents. Une
étude comparative des résultats des détecteurs généra-
tifs (descripteurs de HoG), discriminants (descripteurs de
Haar), et de leur fusion, est exposée. Ces résultats montrent
que le détecteur du type fusion combine les avantages des
détecteurs de Haar et de HoG.

Mots Clef

Détection de véhicule, cascade de classifieurs, dopage, des-
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Abstract

In this communication, we present an algorithm for the on-
board vision vehicle detection problem, using the atten-
tional cascade architecture proposed by Viola and Jones
in 2001[23]. Three families of features are compared :
the rectangular filters (Haar’s features), the histograms
of oriented gradient (Histograms of Gradients, HoG) and
their combination (a concatenation of the two preceding
features). A comparative study of the results of the gene-
rative (HoG features), discriminative (Haar’s features) de-
tectors, and of their fusion, is presented. These results show
that the last detector combines the advantages of the two
others.
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1 Introduction
Dans cette communication, nous présentons un algorithme
de détection de véhicules par vision monoculaire embar-
quée. Celui-ci utilise un schéma en cascade similaire à ce-
lui proposé par Viola et Jones en 2001[23]. L’originalité de
notre approche consiste en l’étude comparée de classifieurs
génératifs et discriminants, et en leur fusion.

Détection de véhicules par vision embarquée.L’aug-
mentation du parc automobile est accompagnée par une
demande croissante de systèmes d’aide à la conduite, pro-
mettant une conduite plus sécurisée et confortable [10].
Dans cette optique, diverses recherches ont été menées par
la communauté diteTransports Intelligents. Ceci se tra-
duit par l’installation des dispositifs de hautes technologies
et autres systèmes de commande dans les véhicules ainsi
que sur la route. Parmi les fonctions à intégrer dans les vé-
hicules dits intelligents, il faut distinguer celles liéesaux
perceptions proprioceptive (dédiée à l’état interne du véhi-
cule) et extéroceptive (dédiée à l’environnement externe au
véhicule).
Dans ce cadre de nombreux capteurs sont couramment uti-
lisés, dont la vision. En effet, un système de vision installé
dans le véhicule porteur, peut fournir une description de la
localisation et de la taille des autres véhicules dans l’envi-
ronnement, ainsi que de la route, des panneaux de signali-
sation et des autres usagers de la voirie.
Une détection des véhicules obstacles en temps réel est
exigée pour ce type d’application, de manière à laisser un
temps de réaction au conducteur. La recherche exhaustive
des positions potentielles des véhicules sur l’image com-
plète est prohibitive pour les applications en temps réel.
Pour résoudre ce problème, la plupart des méthodes dans
la littérature se décomposent en deux étapes selon un pro-
cessus attentionnel [21] :
– Génération des Hypothèses (GH) : le système fournit de

façon très simple et rapide des positions potentielles de
véhicules afin de restreindre le champ de recherche.

– Validation des Hypothèses (VH) : les hypothèses issues
de l’étape antérieure sont validées en utilisant des algo-



rithmes plus complexes et les fausses détections sont éli-
minées.

Les approches mises en oeuvre pour valider les hypothèses
emploient soit des primitives, soit l’apparence. Les mé-
thodes par primitives utilisent des gabarits prédéfinis pour
la classevéhicule et réalisent une corrélation entre ceux-
ci et l’image d’entrée pour la validation : les primitives
peuvent être des contours horizontaux et verticaux [19], des
régions ou destemplatesdéformables [3, 25, 5] ou rigides
[24, 22]. Les méthodes basées sur l’apparence apprennent
les caractéristiques de la classevéhicule à partir d’un en-
semble d’images. Chaque image utilisée pour l’apprentis-
sage est représentée par un vecteur de descripteurs locaux
[1] ou globaux. Puis, l’apprentissage d’un classifieur (Ré-
seaux de neurones,Support Vector Machine(SVM), loi de
Bayes, etc.) permet d’estimer la frontière de décision entre
la classevéhiculeet la classenon-véhicule.

Détecteur de Viola et Jones. En marge de cette classi-
fication des méthodes, Viola et Jones [23] proposent un
schéma attentionel original appliqué à la détection de vi-
sages. Celui-ci repose sur une cascade de classifieurs de
complexité croissante : chaque étage restreint de plus en
plus la zone de recherche en rejetant une portion impor-
tante de zones ne contenant pas de visages. Cette mé-
thode utilise des descripteurs dits de Haar appelés aussi
filtres rectangulaires, déjà éprouvés par Papageorgiouet al.
[15, 16], et l’apprentissage Adaboost proposé par Freund et
Schapire [6]. Ce dernier leur permet notamment de sélec-
tionner à chaque étage un nombre limité de descripteurs1.
L’utilisation d’une image intégrale pour le calcul des des-
cripteurs de Haar, combinée à la cascade, permet un fonc-
tionnement de l’ensemble en temps réel.

Les deux descripteurs utilisés. Dans les travaux expo-
sés, deux types de descripteurs de paramètres sont compa-
rés : les filtres rectangulaires (par abus de langage, nous les
désignerons par descripteurs de Haar) et les histogrammes
de gradient orienté (Histograms of Gradients, HoG). Ces
deux descripteurs sont actuellement utilisés couramment
par la communauté de reconnaissance de formes pour la
détections ou la reconnaissance d’objets.
Les premiers descripteurs ont été initialement introduits
par [15, 16] pour la détection de piétons et de véhicules
en s’inspirant d’une décomposition via des ondelettes de
Haar. Cette base de filtres a été élargie par la suite par dif-
férents travaux [23, 11], qui ne correspondent plus stric-
tement à la théorie des ondelettes. Ils sont alors nommés
filtres rectangulaires ouHaar-like filters.
Les histogrammes de gradients orientés consistent en une
organisation en histogramme des pixels d’un voisinage se-
lon leur orientation et pondérés par leur magnitude. Dans
des travaux récents [4, 26, 9], les HoG, organisés sous la
forme de descripteursScale Invariant Feature Transform
(SIFT) [12], ont été utilisés avec succès pour la détection

1En réalité, Adaboost ne sélectionne pas les descripteurs, mais leurs
classifieurs faibles associés (cf. section 3).

de piétons. [4] regroupe les SIFT collectés sur une fenêtre
puis utilise un SVM pour la classification. [26] utilise une
stratégie proche de Viola et Jones en remplaçant les des-
cripteurs de Haar par les SIFT ; un algorithme Adaboost
(un classifieur SVM linéaire est associé à chaque SIFT sé-
lectionné) est alors utilisé en cascade .

Originalité de notre approche. Dans toutes les ap-
proches précédentes, les HoG sont associés à des classi-
fieurs discriminants. Soit chaquebin est considéré comme
une dimension du vecteur de paramètres [4, 2, 9] associé
à un algorithme de classification discriminant. Soit l’en-
semble desbinsde chaque descripteur SIFT [26] est asso-
cié à un classifieur discriminant, dans une approche de type
boosting.
Notre approche propose d’intégrer aussi des classifieurs
génératifs au niveau des HoG. Nous avons donc étudié
le comportement de deux détecteurs similaires à celui de
Viola et Jones, mais construits :
– soit avec des descripteurs de Haar associés à des classi-

fieurs discriminants.
– soit avec des descripteurs de HoG associés à des classi-

fieurs génératifs.
– soit avec une concaténation des deux descripteurs précé-

dents.
Le dernier détecteur réalise donc une fusion des des-
cripteurs de Haar (discriminants) et de HoG (génératifs).
D’autres combinaisons auraient bien entendu pu être envi-
sagées. Certains papiers proposent aussi la fusion entre dif-
férents descripteurs (Haar+HoG [9] ou Haar+Gabor [20]),
mais ils l’abordent selon un point de vue strictement dis-
criminant dans les deux cas.
Le choix des descripteurs peut être discuté mais l’objectif
principal de cette étude est de montrer la complémentarité
des classifieurs génératifs et discriminants, complémenta-
rité déjà constatée - théoriquement et expérimentalement -
dans la littérature [14, 13]. Dans la suite de cette commu-
nication, nous allons développer cette idée, ainsi que pré-
senter plus précisément la manière dont nous avons défini
les descripteurs (section 2), ainsi que les classifieursfaibles
associés utilisés dans l’algorithme deboosting(section 3).
Ensuite nous expliciterons notre implémentation avec ou
sans cascade (section 4) puis présenterons plusieurs résul-
tats obtenus sur une base d’images embarquées pour ces
trois détecteurs (section 5). Ces résultats nous permettront
d’analyser et de conclure sur les comportements particu-
liers des descripteurs discriminants et génératifs, et de leur
fusion.

2 Espace de paramètres
Les exemples positifs (vignettes avec véhicules) ou néga-
tifs (vignettes sans véhicules), se distribuent dans un es-
pace àN dimensions qui dépend des paramètres choisis
pour représenter l’information. Dans l’espace initial (défini
par les niveaux de gris de l’image), ces exemples peuvent
être mélangés. En sélectionnant l’espace de représentation
et le classifieur adéquats, on peut espérer les séparer. Dans



Espace de paramètres discriminant

Espace de paramètres génératif

FIG. 1 – Espaces de paramètres 2D.

ce travail, deux types de paramètres ont été évalués : les
filtres de Haar et les histogrammes de gradient orienté. Le
premier ensemble de paramètres définit un modèle de vé-
hicules discriminant qui sépare les deux classes à l’aide
d’une frontière (hyperplan). Les exemples de test vont être
classifiés selon leur position dans l’espace par rapport à
l’hyperplan. Le modèle de véhicules estimé par les histo-
grammes est de type génératif : il est établia priori et les
exemples de test sont classifiés d’après leur similarité (dis-
similarité) avec le modèle.
Ces espaces permettent d’extraire une information de haut
niveau (contours, texture, etc) des niveaux de gris de
l’image. Dans cette section, nous allons décrire les deux
espaces de paramètres sélectionnés pour réaliser la détec-
tion des véhicules.

2.1 Filtres rectangulaires dits de Haar

Les ondelettes de Haar ou filtres rectangulaires, donnent
une information sur la distribution des niveaux de gris entre
deux régions voisines dans l’image.
La figure 2 montre l’ensemble des filtres de Haar utilisé
dans nos travaux. Les filtres choisis sont ceux àdeuxet
à trois rectangles. Pour obtenir la valeur (sortie) d’un filtre
appliqué à une région de l’image, la somme des pixels dans
le rectangle blanc est soustraite de la somme des pixels
dans le rectangle gris (multipliée par un coefficient, dans
le cas du filtre à trois rectangles).

FIG. 2 – Ensemble de filtres de Haar.

Viola et Jones [23] ont introduit l’image intégrale, qui est
une représentation intermédiaire de l’image d’entrée per-
mettant de réduire le temps de calcul lié à l’application de
ces filtres (lorsque ceux-ci se recouvrent). La somme d’une
région rectangulaire peut être évaluée à partir de quatre ré-
férences à l’image intégrale. Par conséquent, la différence
entre deux rectangles adjacents est obtenue via six réfé-
rences à l’image intégrale, et pour le cas d’un filtre à trois
rectangles, nous n’en avons besoin que de huit.
La figure 3 illustre le filtrage d’une image avec deux types
de filtres rectangulaires à 2 échelles différentes : 2x2 et 4x4
pixels. Les figures montrent que les filtres choisis mettent
en valeur les contours verticaux et horizontaux (pixels
clairs) de l’image. Nous pouvons aussi observer qu’en dou-
blant la taille des filtres, nous filtrons les détails de la figure
originale, tout en conservant les contours principaux.

FIG. 3 – Image originale et imagettes issues de l’applica-
tion de filtres de Haar verticaux et horizontaux.

Chaque descripteurj est défini comme une fonction
fj(xj , yj , sj , rj), où (xj , yj) la position dans la vignette,
rj est le type de filtre rectangulaire (voir fig. 2) etsj

l’échelle (nous en avons 5 en total : 1x2, 2x4, 4x8, 8x16
et 16x32). Les filtres parcourent la vignette par pas d’un
pixel. Pour une vignette de taille 32x32 pixels, l’espace de
paramètres de Haar est donc de dimension 8151.

2.2 Histogrammes de gradient orienté
Les histogrammes de gradient orienté (HoG) définissent
l’autre espace de paramètres présenté dans ce travail. Ce
descripteur local utilise le module et l’orientation du gra-
dient autour d’un point d’intérêt ou à l’intérieur d’une ré-
gion de l’image pour construire des histogrammes.
Pour calculer le gradient de l’image d’entrée (niveaux de
gris), nous appliquons un filtre de Sobel, de taille 3x3. Les
orientations des pixels sont ensuite quantifiées afin qu’elles
prennent des valeurs entières entre 0 etNorr − 1 (ici Norr

est égal à 4) en utilisant le moduleπ au lieu du module2π.



FIG. 4 – Application des HoG dans l’image d’un véhicule.

Chacun des histogrammes est construit de la façon sui-
vante :

– nous parcourons tous les pixels de la région rectangu-
laire,

– pour chaque pixel d’orientationo, nous incrémentons la
classe correspondante de l’histogramme de la valeur du
module du gradient en ce point,

– une fois évalués tous les points, nous normalisons l’his-
togramme pour que la somme des intensités des classes
soit égale à 1.

Chaque descripteurj est défini comme une fonction :
hj(xj , yj , sj , rj), où (xj , yj) est la position dans la vi-
gnette,rj le type de rectangle etsj l’échelle. Les types
de rectangles dépendent de la relation entre la largeur et la
hauteur qui peut être (1x1), (1x2), (2x1). Nous considérons
au total quatre échelles :s : {2, 4, 8, 16}. Les rectangles
parcourent la vignette par pas d’un pixel. Pour une vignette
de taille 32x32 pixels, l’espace de paramètres de HoG est
donc de dimension 3917.

Nous observons, dans les exemples de la figure 4, que dans
une des régions, les points de contours trouvés sont, en
majorité, d’orientation horizontale (classe deux de l’histo-
gramme). L’autre région contient des pixels de contours de
toutes les classes, avec un plus grand nombre de points ver-
ticaux.

Nous allons utiliser une représentation intermédiaire de
l’image d’entrée, inspirée de l’image intégrale, qui permet
le calcul rapide des histogrammes : l’histogramme intégral
[17]. Comme pour l’image intégrale, nous allons obtenir
un tableau tri-dimensionnel (la troisième dimension corres-
pondant à l’orientation) qui nous permet de calculer l’accu-
mulation des valeurs du module du gradient pour une orien-
tation donnée dans une région à partir de quatre références
à l’histogramme intégral. Ensuite, l’histogramme complet
est évalué avec4 ∗ Norr références à l’histogramme inté-
gral.

3 AdaBoost
La dimension des espaces de paramètres est très supérieure
au nombre de pixels de l’image d’entrée. L’utilisation de
ces ensembles complets pour réaliser la classification est
inadéquat du point de vue du temps de calcul et de la ro-
bustesse, étant donné que certains de ces paramètres ne
contiennent pas d’information pertinente (bruit).

Adaboost. Cet algorithme de dopage [6] s’est montré ca-
pable d’améliorer les performances de nombreux systèmes
de classification et de détection. Il trouve des hypothèses
précises en combinant plusieurs fonctions de classification
faiblesqui, en moyenne, ont une précision modérée. Ada-
Boost est un algorithme itératif qui recherche dans le vec-
teur de descripteurs, les fonctions de classificationfaibles
les plus discriminantes pour les combiner en une fonction
de classificationforte :

G =

{

1
∑T

t=1
αtgt ≥

1

2

∑T

t=1
αt = S

0 sinon
(1)

Où G et g sont les fonctions de classification respective-
mentforte etfaible, etα est un coefficient de pondération
pour chacung. S est le seuil de la fonction de classification
G.
Différentes variantes de l’algorithme de dopage ont été dé-
veloppées : Discrete AdaBoost [23], Real AdaBoost [7],
Gentle AdaBoost, etc. Nous utilisons ici la première, défi-
nie par le pseudo-code suivant :

AdaBoost Discret

1. SoientN exemples (x1,y1),...,(xN ,yN )
avecx ∈ ℜ etyi ∈ {0, 1} (positifs et négatifs)

2. Initialiserwi = 1

N
, i = 1, ..., N

3. Pour t=1,...,T
Pour chaque descripteurj, entraîner à partir deswi

un classifieurgj dont l’erreur est définie par :
ǫj =

∑

i=1
ωi|gj(xi) − yi|

Choisir le classifieurgt avec l’erreurǫt la plus faible
Actualiser les poids :ωt+1,i = ωt,iβ

1−ei

t

oùei = 0 si gt(xi) = yi , ei = 1 sinon,
avecβt = ǫt

1−ǫt

4. sortie :G =
∑T

t=1
αtgt ≥

1

2

∑T

t=1
αt

avecαt = log( 1

βt

)

Pour son utilisation, il nous faut à présent définir les fonc-
tions de classificationfaiblespour les deux types de des-
cripteurs : Haar et HoG.

Fonction de classification de Haar. Nous définissons la
fonction de classification faible associée au descripteurj,
comme une réponse binairegHaar :

gHaar =

{

1 si pjfj < pjθj

0 sinon
(2)



où fj nous donne la valeur du descripteur,θj est le seuil
et pj est la parité. Pour chaque descripteurj, AdaBoost
détermine le seuilθj optimal qui minimise le nombre
d’exemples mal classés de la base d’apprentissage (posi-
tive et négative).

Fonction de classification de HoG. Cette fois,
nous estimons la distance entre le descripteur (histo-
gramme hj(xj , yj , sj , rj)) et un histogramme modèle
mj(xj , yj , sj , rj). Nous utilisons comme modèles la
valeur médiane de tous les histogrammes estimée sur la
base d’apprentissage positive.
Nous définissons alors le classifieur faiblegHoG tel que :

gHoG =

{

1 si d(hj ,mj) < θj

0 si non
(3)

où d(hj ,mj) est la distance de Bhattacharya entre l’histo-
grammehj et le modèlemj , et θj est le seuil optimal sur
la distance pour ce descripteur.
La distance de Bhattacharya est définie comme :

d(hj ,mj) =
√

1 − hj • mj

où [•] est le produit scalaire.
Cette distance, à valeurs dans [0,1], est largement utilisée
pour mesurer la similarité entre deux histogrammes.

4 Implémentation
Dans cette section, nous décrivons le contenu des bases
d’images utilisées pour l’apprentissage et les tests. Puis,
nous détaillons l’apprentissage de trois détecteurs d’archi-
tectures différentes. En phase d’utilisation, la zone de re-
cherche dans l’image est restreinte en utilisant des connais-
sances a priori sur la perspective de la route. L’image est
parcourue par une fenêtre glissante évaluée par le détecteur
à sept résolutions différentes, multiples de 32x32.

4.1 Bases de données
La base de données utilisée a été fournie par l’industriel
et n’est pas disponible pour le moment. Elle est constituée
de plus de 800 images contenant les vues arrières d’un ou
plusieurs véhicules pour un total de plus de 1200 images de
véhicules. Ces véhicules sont de type voitures de tourisme,
4x4 et petits utilitaires. La base de données a été étiquetée
à la main : chaque véhicule est encadré par un rectangle
englobant.
Nous considérons les trois bases suivantes :
– Base de Véhicules : la base positive est composée de

745 vignettes. Cette quantité est doublée en synthétisant
une image miroir par symétrie axiale. Du total des 1490
vignettes, deux tiers sont utilisés pour la Base d’Appren-
tissage Positive et le reste pour la Base de Validation Po-
sitive. Cette dernière nous sert à régler le seuilS du clas-
sifieurfort en fonction d’un taux de Détections Correctes
(DCmin) et/ou d’un taux de Fausses Alarmes (FAmax)
requis lors de l’apprentissage (notamment de la cascade,
cf. section 4.3), indépendamment des vignettes de la

Base d’Apprentissage Positive qui servent à la sélection
des classifieursfaibles. Des exemples de la base positive
sont présentés dans la figure 5.

– Base de Test : composée de 230 images de scènes réelles,
différentes de celles d’apprentissage, contenant 472 vé-
hicules.

– Base Négative : les exemples qui la composent sont tirés
aléatoirement dans un ensemble de plus de 4000 images
quelconques (ne contenant pas de véhicules).

FIG. 5 – Exemples positifs utilisés pour l’apprentissage.

Étant donnée que la plus petite échelle d’apprentissage dé-
finie est une vignette de 32x32 pixels, nous considérons
cette taille comme la taille minimale de détection de l’objet
dans l’image. Cette taille correspond à une voiture située à
plus de 80 mètres du véhicule porteur.

4.2 Détecteur simple
Un détecteur simple est composé d’un classifieur fortG,
construit avec un nombreT de descripteurs (classifieurs
faibles). Trois détecteurs ont été crées selon les différents
espaces de paramètres considérés. Les deux premiers ont
été entraînés dans des espaces composés de descripteurs
uniquement de Haar ou uniquement de HoG. Au troisième,
nous avons fournis tous les descripteurs, Haar et HoG.
5000 vignettes ont été extraites de la Base Négative.
Pour évaluer la performance de la méthode d’appren-
tissage, nous allons effectuer une procédure de cross-
validation. Nous entraînons trois réalisations de chaque dé-
tecteurs sur des bases d’apprentissage différentes : la dis-
tribution de la base positive en base d’apprentissage et base
de validation se fait aléatoirement, tout comme le choix des
exemples négatifs. Le taux de détections correctes (DC),
est défini comme la moyenne des DC des trois réalisations.
De la même façon, nous utilisons la moyenne des fausses
alarmes (FA).

4.3 Détecteur en Cascade
Dans cette section, nous explicitons l’implémentation de
l’architecture en cascade [23] composée d’une succes-
sion de classifieurs fortsGi. Chaque classifieurfort de la
cascade est entraînée en utilisant l’algorithme Adaboost.
Au lieu d’arrêter la boucle itérative d’AdaBoost pour un
nombre maximum de descripteursT , nous fixons deux pa-
ramètres de performance pour la fonctionGi : le taux mi-
nimum de détections correctesDCmin et le taux maximal
de fausses alarmes acceptablesFAmax.
La base négativeNi, utilisée pour entraîner le classifieur
fort Gi de l’étagei, est formée d’exemples négatifs ayant
été mal classés (c’est-à-dire considérés comme des véhi-
cules) par les étages précédents.



Dans un premier temps, nous avons défini quatre critères
d’arrêt pour l’apprentissage de la cascade :

1. l’algorithme a réalisé le nombre maximum d’itéra-
tions pour l’apprentissage du classifieur fortGi sans
arriver au taux maximum de fausses alarmes ou au
taux minimum de détections correctes. Nous noterons
dans nos résultats, certaines cascadesNon conv, pour
indiquer qu’il n’y a pas eu convergence d’Adaboost
dans le dernier étage.

2. la cascade atteint un taux de fausses alarmes global
inférieur à un taux donné, défini ici àF = 10−8 (noté
F atteint).

3. il n’a pas été possible de trouver un nombre
d’exemples négatifs suffisant (notéNég. non atteint).

4. nous sommes arrivés à un nombre fixé d’étage maxi-
mum, ici 20.

Nous obtenons trois détecteurs en utilisant les trois espaces
de paramètres : les filtres de Haar, les HoG et leur fusion.
Trois versions différentes pour chaque détecteur sont ob-
tenues en faisant varier la quantité des exemples négatifs
utilisée pour l’apprentissage : 1000, 2000 et 3000.

4.4 Cascade controlée

Pour éviter le cas de non-convergence d’une cascade (ce
qui arrive fréquemment, cf. les résultats du tableau 2), nous
allons intervenir dans l’apprentissage en modifiant quelque
peu le critère d’arrêt d’apprentissage de la fonctionGi :
si une limitation fixée à chaque étage sur le nombre de
descripteurs sélectionnés est atteinte sans forcément qu’il
y ait eu convergence (au niveau desDCmin et FAmax),
l’itération dans Adaboost est stoppée et la fonctionGi est
conservée en l’état, puis nous passons à l’apprentissage de
la fonctionGi+1 du prochain étage. Cette méthodologie ne
trahit pas le concept de la cascade, étant donné que son but
est toujours d’éliminer une portion importante des fenêtres
négatives (ne contenant pas de véhicule) tout en gardant
les fenêtres positives (contenant un véhicule). Pour fixer le
nombre de descripteurs à chaque étage de la cascade, nous
pouvons utiliser une loi croissante à notre convenance. Ici
nous avons choisi de suivre une loi exponentielle.

5 Résultats
Dans cette section, nous analysons les résultats obtenus
pour les trois types (Haar, HoG et Fusion) et les trois im-
plémentations (simple, cascade et cascade contrôlée) de
détecteurs décrits précédemment. Les indices de perfor-
mances considérés sont les suivants ; le taux de détections
correctes correspond au pourcentage de véhicules correc-
tement détectés sur l’ensemble des véhicules présents dans
les images de la base de test, le taux de fausses alarmes
est calculé à partir de la moyenne de fausses alarmes par
image (calculée sur l’ensemble des images de la base de
test) divisée par le nombre total de vignettes évaluées par
le détecteur dans une image. Au total, 31514 vignettes sont

évaluées dans chaque image, en plusieurs positions et à dif-
férentes échelles. Enfin, le temps de traitement moyen par
image est évalué sur un PC cadencé à2.2GHz.

5.1 Détecteur simple
Pour chacun des détecteurs, nous avons fait varier la valeur
du nombre maximum de descripteurs (T = 50, 100 et 150
descripteurs). La figure 6 présente les courbes ROC pour
chaque détecteur simple (Haar, HoG et Fusion).
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FIG. 6 – Courbes ROC pour les détecteurs simples du type
Haar, HoG et Fusion.

Dans cette figure, nous constatons que :
– si on requiert un taux de fausses alarmes faibles (infé-

rieur à 0.005), le détecteur de type Haar se montrera plus
performant que le détecteur de type HoG.

– inversement, pour des taux de FA plus élevés, le détec-
teur de type fusion obtient de meilleurs taux de détec-
tions correctes que celui de type Haar.

– le détecteur de type HoG a un comportement similaire à
celui de type fusion, mais avec une quantité plus impor-
tante de fausses alarmes.

Cette dernière remarque est confirmée par le tableau 1 qui

Type #Desc DC(%) FA Temps(sec)
Haar 50 99.8 0.0220 1.42
Haar 100 99.8 0.0145 3.51
Haar 150 99.0 0.0044 5.17

HoG 50 100 0.0588 0.90
HoG 100 99.9 0.0300 1.68
HoG 150 99.9 0.0233 2.33

Fusion 50 99.6 0.0130 1.67
Fusion 100 99.3 0.0093 3.19
Fusion 150 99.2 0.0063 4.75

TAB . 1 – Tableau des résultats obtenus pour les détecteurs
simples

montre les résultats obtenus pour des détecteurs simples
avec le seuil fixé de sorte à obtenir un taux de détections
correctes sur la Base de Validation Positive supérieure à
99.5%.



Le fait d’augmenter le nombre de descripteurs raffine la
frontière, dans le cas des filtres de Haar, et le modèle, dans
le cas de HoG. Du point de vue des fausses alarmes, les
descripteurs de Haar se montrent plus discriminants que
les descripteurs de HoG. La fusion a un comportement in-
termédiaire entre les deux, en conservant un taux de dé-
tections important tout en éliminant un grand nombre de
fausses alarmes.
Nous observons aussi que le temps de calcul par image
augmente naturellement avec la quantité de descripteurs.
L’utilisation d’un grand nombre de descripteurs devient ir-
réaliste du point de vue d’une application en temps réel.
D’où l’intérêt de l’architecture en cascade.

5.2 Détecteur en Cascade
Le tableau 2 précise l’architecture de chacun des détec-
teurs en cascade ainsi que leurs performances. Les valeurs
des paramètres de performance pour la fonctionGi sont
les suivantes : le taux minimum de détections correctes
DCmin = 0.995 et le taux maximal de fausses alarmes
acceptablesFAmax = 0.40. Nous observons tout d’abord
une disparité importante au niveau de la quantité des étages
de la cascade entre les trois détecteurs : la plupart des ap-
prentissages se sont arrêtés du fait d’une non convergence
de l’algorithme AdaBoost.

Type #Nég #étages #Desc DC(%) FA Temps Arrêt
Haar 1000 12 430 95.4 0.00080 0.59 Non conv
Haar 2000 11 479 96.4 0.00070 0.57 Non conv
Haar 3000 10 272 97.7 0.00099 0.58 Non conv

HoG 1000 5 89 99.8 0,030 0.73 Non conv
HoG 2000 5 52 99.9 0,034 0.56 Non conv
HoG 3000 4 21 99.9 0,077 0.43 Non conv

Fusion 1000 14 392 94.5 0.00027 0.39 F atteint
Fusion 2000 12 369 93.9 0.00035 0.37 Non conv
Fusion 3000 12 358 94.3 0.00039 0.36 Nég. non atteint

TAB . 2 – Tableau des résultats pour les détecteurs en Cas-
cade

Lorsque nous augmentons le nombre de vignettes négatives
dans l’apprentissage, les processus ne convergent plus pour
un nombre d’étages plus faible. Ceci s’explique aisément :
une base négative de grande taille permet de générer un
modèle ou une frontière suffisamment robustes pour élimi-
ner dès les premiers étages de la cascade un grand nombre
de fausses alarmes. Très vite, il ne reste que des cas plus
difficiles à rejeter, d’où la non convergence de l’algorithme.
De plus, si nous observons le nombre de descripteurs re-
tenus à chaque étage (figure 7), nous constatons que très
vite le nombre de descripteurs de HoG augmente forte-
ment. C’est un comportement assez symptomatique des
classifieurs génératifs : ils arrivent très bien à modéliser
les échantillons positifs (d’où les taux de détections cor-
rectes élevés pour les détecteurs de HoG dans le tableau
2), mais ils ont besoin de complexifier fortement le modèle
pour dessiner une frontière nette avec les échantillons né-
gatifs proches des échantillons positifs. A noter aussi que
les fonctions de classication forte de HoG convergent avec

un nombre nettement plus faible de descripteurs dans les
premiers étages que ceux de Haar. En effet, il faut peu de
descripteurs pour éliminer les vignettes négatives relative-
ment éloignées du modèle, dont le nombre est encore suf-
fisant pour arriver à convergence. Inversement, le détecteur
de Haar nécessite un plus grand nombre de descripteurs
pour estimer correctement une frontière entre les classes.
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FIG. 7 – Quantité de descripteurs retenus à chaque étage
pour le détecteur à 1000 négatives.

A nouveau, nous pouvons constater que la combinaison
des deux descripteurs dans le détecteur de fusion permet
d’améliorer les performances : il utilise les descripteursde
HoG pour éliminer les échantillons négatifs éloignés du
modèle et ceux de Haar pour ceux qui sont proches de
la frontière. Cependant, les cascades ne s’arrêtant pas au
même nombre d’étages, ce comportement se traduit mal
dans les résultats du tableau 2.
Nous vérifions aussi que le nombre de fausses alarmes est
fortement lié au nombre d’étages dans la cascade. Une
quantité plus importante d’étages permet d’éliminer plus
des fausses alarmes2. Le controle du processus d’appren-
tissage sur le nombre de descripteurs limité à chaque étage,
proposé dans la section 4.4, nous permet comme nous al-
lons le voir d’augmenter le nombre d’étages et donc les
performances des détecteurs. De plus, cette approche nous
permet d’obtenir un même nombre d’étages pour tous les
détecteurs, et ainsi de confirmer les hypothèses que nous
venons d’exposer.

5.3 Détecteur en cascade controlée

La figure 8 présente la quantité de descripteurs par étage
des détecteurs entrainés en utilisant 1000 exemples négatifs
pour l’apprentissage. Lorsqu’un point est situé sous la loi
exponentielle, cela signifie que l’apprentissage de la fonc-
tion forte a convergé avant d’arriver à la limite maximale
du nombre de descripteurs pour cet étage.

2Cependant le nombre des détections correctes peut aussi diminuer.
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FIG. 8 – Quantité de descripteurs par étage pour les trois
détecteurs.

Le détecteur de type HoG converge avant d’arriver au
maximum dans les premiers étages avec une très faible
quantité de descripteurs. Par contre, dans les étages supé-
rieurs, il sature, ne pouvant plus arriver à la convergence.
Le détecteur basé sur les filtres de Haar n’arrive pas à la
convergence dans les premiers étages, mais il le fait à par-
tir de l’étage 10. Le détecteur de type fusion a un com-
portement intermédiaire entre les deux antérieurs. Dans la
figure 9, illustrant l’évolution de la proportion de descrip-
teurs de HoG par rapport au nombre de descripteurs to-
tal sélectionnés à chaque étage, nous observons que, dans
les étages initiaux, ce sont les descripteurs de HoG qui ont
été choisis comme étant les plus discriminants. Dans les
derniers étages, ce sont plutôt les descripteurs de Haar qui
composent les fonctionsfortes.
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FIG. 9 – Proportion de descripteurs de HoG sélectionnés
pour chaque étage de la cascade du détecteur de type Fu-
sion.

Ceci confirme les remarques énoncées précédemment pour
les détecteurs en cascade sans contrôle du nombre de des-
cripteurs sélectionnés. De plus, cela se traduit dans le ta-

bleau 3 qui montre les performances globales des détec-
teurs en cascade contrôlée. Le détecteur de HoG obtient un
taux de détections correctes important, cependant le taux
de fausses alarmes reste aussi élevé.

Type # Neg # Desc DC (%) FA t (seg)
Haar 1000 1016 93.8 0.00031 0.66
Haar 3000 942 89.83 0.00018 0.69

HoG 1000 1027 97.8 0.0045 0.51
HoG 3000 1031 99.6 0.0114 1.07

Fusion 1000 1022 94.0 0.00029 0.36
Fusion 3000 1021 93.5 0.00032 0.40

TAB . 3 – Tableau des résultats des détecteurs en Cascade.
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FIG. 10 – Comportement des détecteurs en fonction des
étages de la cascade pour le détecteur à 3000 négatifs.

Le détecteur Haar a un comportement inverse, à la fin de la
cascade, le détecteur obtient une faible quantité de fausses
alarmes, mais de nombreux exemples positifs ont été éli-
minés dans les étages précédents (figure 10). Cette figure
décrivant l’évolution des taux de détections et de fausses
alarmes selon le nombre d’étages considérés illustre bien,
avec la figure 9, le fait que le détecteur Fusion combine les
avantages des deux descripteurs : génératifs pour HoG et



discriminants pour Haar. Dans les premiers étages, il uti-
lise essentiellement les descripteurs génératifs pour élimi-
ner les échantillons négatifs éloignés du modèle en conser-
vant un taux de détections élevés, puis dans les étages éle-
vés de la cascade, il se sert des descripteurs de Haar pour
dessiner des frontières nettes entre les exemples positifset
ceux négatifs encore présents (proches du modèle).
Ceci se reflète très concrètement dans les images de scènes
routières de la figure 11, où les carrés blancs signalent une
détection (correcte ou fausse) obtenue. Nous observons que
le détecteur de Haar ne détecte pas tous les véhicules mais
ne produit que peu de fausses alarmes. En revanche, le
détecteur de HoG réalise de nombreuses fausses alarmes,
mais détecte quasiment tous les véhicules . Enfin, le dé-
tecteur de fusion réduit sensiblement le nombre de fausses
alarmes tout en détectant les mêmes véhicules que celui de
HoG.
Ainsi le détecteur de type Fusion obtient des performances
supérieures aux deux autres, en particulier au niveau du
temps de réponse. Cela s’explique aisément en analysant
la courbe 10 (b) où le nombre des hypothèses rejetées par
le détecteur de type Fusion est très important dès les pre-
miers étages de la cascade.
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FIG. 11 – Exemples de résultats reportés sur des images de
scènes autoroutières pour les trois détecteurs.

6 Conclusions
Nous avons présenté dans cette communication deux es-
paces de paramètres, les descripteurs de Haar et les histo-
grammes de gradient orienté, appliqués à la détection de
véhicules et en utilisant une approche similaire à celle de

Viola-Jones. Les premiers sont associés à des classifieurs
faibles de type discriminants et les seconds à des classi-
fieurs de type génératifs. Un troisième détecteur est obtenu
à partir d’une fusion de ces deux espaces.
Nous avons étudié le comportement de différentes archi-
tectures : le détecteur simple et le détecteur en cascade.
Pour optimiser la performance du détecteur en cascade,
nous avons fixé le nombre maximum des descripteurs dans
chaque étage de la cascade, c’est-à-dire dans chaque fonc-
tion de classificationforte.
Le détecteur réalisant la fusion des deux descripteurs com-
bine les avantages des précédents détecteurs de Haar et de
HoG : un taux de détections correctes élevé et un faible
nombre de fausses alarmes. Il utilise les classifieurs de type
génératifs pour éliminer les échantillons négatifs éloignés
du modèle, puis il se sert des descripteurs discriminants
pour dessiner des frontières nettes entres les exemples po-
sitifs et ceux négatifs proches, encore présents.
Cette étude démontre que les méthodes de dopages (boos-
ting) sélectionnent automatiquement les classifieurs gé-
nératifs en premier (pour leur efficacité), puis les discri-
minants. Auparavant, ceci était fait de façon intuitive en
combinant séquentiellement les deux types de classifieurs
[8, 18].
Nos travaux futurs seront consacrés à l’utilisation de ces
descripteurs pour associer à la détection des véhicules, une
classification de ceux-ci en plusieurs classes de type : vé-
hicules de tourisme, 4x4, utilitaires, poids lourds et bus.
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